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Resumen

Se analiza la importancia de los modelos de redes neuronales para el entendimiento de los procesos
cognoscitivos en psicologia y especialmente en el analisis de la conducta. En el trabajo se desctiben las
diferencias entre los modelos simbdlicos y los modelos conexionistas o de redes para la descripcién de los
procesos cognoscitivos. Posteriormente se describen los modelos de redes y se detallan los calculos
relacionados con la funcién de activacion y el entrenamiento de la red a partir de las reglas de aprendizaje
y la estimacion del error. En la dltima seccion se analiza la importancia de integrar los modelos de redes al
analisis de la conducta. Se concluye que los modelos de redes pueden servir como un puente para que las
explicaciones surgidas del analisis de la conducta se extiendan a la explicaciéon de fenémenos tipicos de la
psicologia cognoscitiva como la representacion y la memoria. Un propésito adicional es que este trabajo
sirva como una introduccién que permita a los psicélogos y analistas de la conducta entender el

funcionamiento de las redes neuronales artificiales a partir de ejemplos relativamente simples.

Palabras clave: redes nenronales, modelos de redes, modelos simbdlicos, procesamiento de la informacion, andlisis de la

conducta

Abstract

This article analyzed the importance of artificial neural network models for understanding cognitive
processes in psychology and especially in behavior analysis. Differences between symbolic and
connectionist or network models in the description of cognitive processes are described. Subsequently,
network models are described and the calculations related to the activation function and network training
using rules of learning and error estimation are detailed. The final section discusses the importance of
integrating network models in behavior analysis. It is concluded that network models can serve as a bridge
to extend the explanations that emerged from behavior analysis into phenomenon like memory and
representation that ate typically studied in cognitive psychology. An additional purpose is that this paper
could serve as an introduction allowing psychologists and behavior analysts to understand how artificial
neural networks work using relatively simple examples.

Key words: artificial neural networks, network models, symbolic models, information processing, behavior
analysis.

Dentro del campo de la inteligencia artificial y el aprendizaje de maquinas, se han generado
diversos algoritmos que permiten que un programa pueda modificar su funcionamiento a partir de la
experiencia (Mitchell, 1997). Algunos de estos algoritmos pueden considerarse como simulaciones por

computadora de procesos cognoscitivos en humanos, tales como el aprendizaje y la memoria.
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El aprendizaje de mdquinas es importante debido a que permite el disefio de programas que

pueden adaptarse a ambientes cambiantes o en los que no pueden predecirse con precision las condiciones

en las cuales debera ejecutarse el programa. Algunas aplicaciones del aprendizaje de maquinas son el

reconocimiento de esctitura y voz, y la clasificacién de datos. A pesar de que a partir del auge de las teorias

del aprendizaje en psicologia y especificamente del desatrollo del analisis de la conducta, y de que durante

décadas se han estudiado las variables que controlan el aprendizaje de patrones conductuales tanto en

humanos como en animales no humanos, la interaccién entre el analisis de la conducta y el aprendizaje de

maquinas ha sido minima (Hutchison, 2012).

Una de las razones para la falta de esta interaccién es que dentro del andlisis de la conducta la
creacién de modelos o simulaciones por computadora son reminiscentes del problema que advirtib
Skinner (1950) de estudiar un sistema nervioso conceptual que, por su caricter especulativo, aportara poco
a nuestro entendimiento del comportamiento. Una critica similar puede aplicarse al estudio de procesos
hipotéticos que sirvan como mediadores de las relaciones entre el medio ambiente y la conducta (Skinner,
1977). Para algunos autores (e.g., Epstein, 1984), las simulaciones por computadora del aprendizaje
pueden ser incorrectas si parten del supuesto de que los humanos son procesadores de informacion a
partir de la cual forman reglas para generar conducta compleja.

Existen al menos dos preguntas que habrian de contestarse para determinar la importancia de la
interaccion entre el analisis de la conducta y los modelos del aprendizaje de maquinas: 1) ¢qué pueden
ganar los analistas de la conducta al estudiar simulaciones por computadora de procesos tradicionalmente
estudiados en campos como las neurociencias y la psicologia cognoscitivar y 2) ¢los avances en el andlisis
de la conducta podrian ser de utilidad para el desarrollo del aprendizaje de maquinas y la inteligencia
artificial?

El presente trabajo trata de dar respuesta a estas preguntas con el ejemplo especifico de las redes
neuronales que no s6lo han permitido simular procesos de aprendizaje sino que podtian convertirse en
sustitutos de las metaforas del procesamiento de la informacién o modelos simbdlicos tradicionalmente
utilizados en la psicologia cognoscitiva. Para poder contestar las preguntas, primero se describen
brevemente las diferencias entre los modelos simboélicos y conexionistas o de redes para el entendimiento
de los procesos cognoscitivos. Posteriormente se describird el desarrollo de los modelos de redes y se
mostraran ejemplos del funcionamiento de las redes neuronales que se espera faciliten el entendimiento de
éstas. En la ultima seccién se analizard la importancia de integrar los modelos de redes al analisis de la
conducta y algunos aspectos en los cuales el andlisis de la conducta podtia contribuir al desarrollo del
aprendizaje de maquinas.

El avance en el desarrollo de las computadoras en las décadas de 1950 y 1960 guiada, al menos
parcialmente, por el modelo conceptual de la maquina de Turing (1936) que permitia que la computadora
leyera simbolos de una tira y ejecutara diferentes acciones, tuvo impacto en la conceptualizaciéon de los
procesos cognoscitivos en humanos. La teotfa computacional de la mente (e.g., Putnam, 1961/1980) sirvi6
para conceptualizar el funcionamiento de los procesos cognoscitivos en términos similares al
funcionamiento de las maquinas de Turing y de las computadoras en general; esto es, en términos del
procesamiento de la informacién. De acuerdo con Pinker (1997), esta metafora incluso resolvid el
problema relacionado con el dualismo de usar fenémenos no fisicos como las “intenciones” y los
“deseos” como explicacién de la conducta observable. Para Pinker la teoria computacional de la mente
permite conceptualizar como el mundo se representa por medio de simbolos. En estos términos, las
intenciones y los deseos son representaciones simbolicas del mundo y los simbolos, que surgieron a partir
del contacto de los érganos de los sentidos con el mundo, pueden dar origen a nuevos simbolos que estén
incluso asociados con conducta observable.
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Una vez que se utiliza la metafora del procesamiento de la informacion hay algunas preguntas que
se vuelven importantes. Por ejemplo, en la psicologia cognoscitiva un problema importante ha sido
determinar cémo se “representa” el conocimiento. Una pregunta relacionada es ¢dénde y cémo se
almacenan las representaciones del conocimiento? Si bien estas preguntas son importantes en términos de
la metafora del procesamiento de la informacion, desde el punto de vista del analisis de la conducta son
irrelevantes debido a que parten de varios supuestos que podrian ser incorrectos (véase Skinner, 1974).
Por mencionar solamente un ejemplo, una representaciéon es un constructo que se utiliza para identificar
una imagen o un “simbolo” que ocurre de manera “interna” o privada y “sustituye” a la ocurrencia de
eventos observables. Cuando se asume que la representacion se utiliza para llevar el “mundo exterior” al
“mundo interior”, se hace una distincién entre dos aspectos del mundo: el privado, hecho de
representaciones, y el observable hecho de aspectos “reales”. Una vez que se hace esta distincién, se cae
en el error conceptual de asumir que el mundo interior no es mas que una copia del mundo “real” y se
abren preguntas acerca de si la copia es perfecta o imperfecta. Si se acepta el segundo caso, se tendria que
concluir que nunca podremos saber como es el mundo “real” a partir de representaciones imperfectas. En
cambio para el andlisis de la conducta, la conducta privada que podria consistir, al menos en parte, de
imaginar eventos, es una parte de la conducta que puede explicarse a partir de la interaccién del organismo

con el medio ambiente y, en este sentido, no es diferente de la conducta observable.

Aunque algunos autores han descrito que usar la metafora del procesamiento de la informacién
no significa decir que el funcionamiento cognoscitivo pueda equipararse con el de una computadora ni
que el funcionamiento de las computadoras pueda darnos informacién sobre el funcionamiento
cognoscitivo de las personas, la metafora significa que, al menos parcialmente, el funcionamiento
cognoscitivo sigue la légica del procesamiento de la informacién (Lewis, 1999). Por ejemplo, puede
pensarse que las personas poseen una unidad o un sistema en la cual se almacena la informacién con un
cédigo particular. Siguiendo con esta logica, se podria incluso sugerir que la manera como se organiza el
cédigo es la representacion y tanto el almacenamiento como la recuperacién del codigo es la memoria.
Estas metaforas han dado como resultado la creacién de modelos simbodlicos del funcionamiento
cognoscitivo en los que se asume que las personas representan el conocimiento usando un proceso de

manipulacion de simbolos.

En los modelos simbdlicos, la representacion del conocimiento ocutrre a partit del uso de
simbolos. Un ejemplo puede ser el siguiente, si un operador introduce un 5 a una computadora (input) y
pide que se afiada 5 a ese numero, la computadora presentard un 10. Este 10 es una representacion
simbdlica de un concepto que tiene sentido para el operador humano pero no para la computadora. En la
misma tradicién, si alguien menciona que quiere a su perro, una persona entenderfa que ‘perro’ es una
representacién simbolica de un perro, que ‘quiere’ es una representacién simbélica de la relaciéon que una
persona puede tener con su perro y que ‘perro’ es también el receptor del “afecto” de esta persona (véase
Kelley, 2003). La representaciéon simbélica del conocimiento ha abierto, entre otros, un debate que
consiste en determinar si los simbolos codifican el conocimiento proposicionalmente (de manera
abstracta) o por medio de imagenes o representaciones pictoricas analdgicas (e.g., véase Kosslyn, 1980;
Paivio, 1979; Pylyshyn, 1973).

De acuerdo con algunos psicélogos cognoscitivos y neuropsicologos la actividad cognoscitiva o
mental es el resultado de la actividad neuronal (Kalat, 2009). En este sentido, si representar y almacenar el
conocimiento son actividades cognoscitivas, éstas deben estar asociadas con cierta activacion del sistema
nervioso central. A pesar de la importancia de la relaciéon que existe entre los procesos cognoscitivos y la
actividad neuronal, en la mayoria de los casos, la investigaciéon en las neurociencias cognoscitivas se ha

centrado en mostrar como es que areas especificas del sistema nervioso central correlacionan con ciertas
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actividades cognoscitivas (Gazzaniga, 2008). De esta forma, en algunos casos ha tratado de materializarse

la metafora de la representacion y el almacenamiento de la informacién. Aunque este tipo de investigacion

provee informacién valiosa sobre la organizacion global del sistema nervioso, en ocasiones parece sugetir

que hay partes especificas del cerebro en las cuales parece “almacenarse” informacién o “son centros” en

los cuales se originan ciertas actividades cognoscitivas. Un problema con estas metaforas de localizacién es

que tienden a crear homudnculos (Wegner, 2005) y otro es que debido a su caracter esencialista no ilustran

adecuadamente el funcionamiento conocido de las neuronas y sus conexiones (Palmer & Donahoe, 1992).

Como una alternativa a los modelos simbdlicos y a las metaforas de la localizacién, los modelos
de redes neuronales o conexionistas se alejan de la metifora de la computadora y describen cémo la
activacion neuronal y su interconexiéon con otras neuronas pueden realizar diferentes funciones tanto en
organismos vivos (redes neuronales biologicas) como en simulaciones por computadora (redes neuronales
artificiales, véase Kehoe, 1989). Las redes neuronales se organizan a partir de la idea, tomada de nuestro
entendimiento de las neuronas reales, de que una neurona es una célula que se especializa en la recepcioén
de estimulos y en la transmisiéon de un impulso electroquimico en forma de un potencial de acciéon. Una
neurona se conecta con otras neuronas a través de sinapsis. Cuando en una neurona se dispara un
potencial de accién éste se extiende por el axén y por medio de la sinapsis el potencial de accién puede
transmitirse o inhibirse en otras neuronas (e.g., Burgos, 2002).

Una red neuronal artificial (en adelante red neuronal) es un modelo por computadora que simula
la interconexién y la actividad de las células neuronales. La tarea basica de una simulacién por
computadora de una red neuronal es definir un conjunto de unidades neuronales attificiales o nodos asi
como sus potenciales interconexiones y el peso de cada conexién. Después, a partir de una funcién de
activacién se determina si la activacién de una neurona pre sinaptica produce la activaciéon de la neurona
post sinaptica. Posteriormente se afiaden reglas bajo las cuales ocurren cambios en los pesos de las
interconexiones bajo las cuales la red “aprende”. Finalmente, la red se entrena y se observa cémo la red
cambia a partir de la experiencia o se adapta al ambiente (Olson & Hergenhahn, 2009).

Las redes neuronales tienen una serie de caracteristicas generales. Una de las mas importantes es
que realizan procesamiento en paralelo. Esto es, que varias unidades neuronales pueden funcionar al
mismo tiempo (véase Rumelhart & McClelland, 1986). Otra caracteristica importante es que la
“representacion del conocimiento” e incluso la “memotia” del sistema se encuentran distribuidas entre sus
partes (Hinton, McClelland & Rumelhart 1986). En contraste con los sistemas de representacion local, en
una red neuronal no se puede entender una actividad a partir de la activacién de cada unidad neuronal sino
s6lo a partir de los patrones de funcionamiento de la red (Spratling & Johnson, 2004).

En este sentido, cuando se tratan de entender fenémenos como la memoria, en lugar de pensar en
términos de almacenamiento y recuperacién de la informacién, las redes neuronales nos llevan a
conceptualizar el fenémeno como un cambio en la organizaciéon de la red como producto de la
experiencia. Una vez que la red cambia, realiza una funcién diferente y este cambio es lo que conocemos
como memoria. Cabe sefialar que esta conceptualizacién es congruente con el analisis que Skinner (1974,

véase también 1988) hizo de los procesos de “memoria” al decir que:

Una persona cambia por las contingencias de reforzamiento bajo las cuales se comporta; no
almacena las contingencias. En particular, no almacena copias de los estimulos que han jugado
una parte en las contingencias. No hay “representaciones icénicas” en su mente; no hay
“estructuras de datos almacenadas en su memotia”; no tiene un “mapa cognoscitivo” del mundo
en el que vive. Solamente ha cambiado de tal forma que los estimulos ahora controlan tipos
particulares de conducta perceptual (p. 93, traduccién del autor).
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Desarrollo historico

Los modelos de redes neuronales se originaron con el trabajo de McCulloch y Pitts (1943). Estos
autores describieron un modelo que consistié en usar unidades que compartieran caracteristicas con las
neuronas bioldgicas. Por ejemplo, una neurona puede recibir una cierta cantidad de entradas excitatorias y
una cierta cantidad de entradas inhibitorias. La actividad de la neurona, que debe mantener un estado
binario (dispara o no dispara), esta determinada por la suma de estas entradas. Si la suma de las entradas
excitatorias excede un umbral, @, la unidad dispara. Esta funcién de activacién se conoce como funcién
de transferencia de escalén o de umbral y se describira en la siguiente seccién. En el modelo de McCulloch
y Pitts (MMP), si al menos una entrada inhibitoria tiene un valor de activacién de 1, la unidad no dispara.
Otra caractetistica importante de las redes neuronales conforme al MMP fue que la estructura de la red no
cambiaba con el tiempo. En un e¢jemplo sencillo de este tipo de red, podria suponerse que se requiere que
la red resuelva la funcién légica AND. Para realizar esta funcién se necesitan al menos dos unidades de
entrada y una unidad de salida. Con este ejemplo, unicamente cuando cambie el estado de ambas entradas,
la neurona emite un disparo. Esta funciéon podtia ser atil para reconocer y clasificar objetos con base en
dos caracteristicas. Para realizar esta funcidn se establece el valor de los pesos de la conexiones (w1l y w2)
en un valor arbitrario de 0.5. El valor de activacion se calcula al sumar el producto de las entradas x1 y x2
(que puede ser activo +1 o no activo 0) y los pesos de la conexidén (x1 wl) + (x2 w2) y este valor de
activacion se compara con el valor del umbral (en este ejemplo tendrfa que ser 1). Si ambas entradas estan
activas, el resultado de la suma de los pesos multiplicados por el valor de la entrada es de 1. En este caso
se produce un disparo dado que el valor es igual al valor del umbral. Si sélo una de las entradas estuviera
activa, el valor de la activacion serfa de 0.5 que es menor que el valor del umbral y no ocurriria el disparo.
Con esta red puede evaluarse facilmente la funcién légica OR si se reduce el valor del umbral, por ejemplo

2 0.5. De esta forma, la activacion de una o ambas entradas generatia un disparo.

McCulloch y Pitts (1943) partieron del conocimiento de la época de que las neuronas debian
mantener un estado binario e integraron esta légica en su modelo. Este concepto ha cambiado y
actualmente no solo se considera el potencial de accién que puede o no ocurrir sino también la frecuencia
del potencial. Estos cambios se han integrado a los modelos de redes neuronales que, en lugar de
considerar a las neuronas como operadores binarios, actualmente las consideran como analogas a los

convertidores de voltaje a frecuencia o un convertidor analégico a digital (Anderson, 1988).

Un paso importante en el entendimiento del funcionamiento neuronal que eventualmente se
integré en las redes neuronales, consistié en que Hebb (1949) describié el principio que se conoce como la
ley de Hebb y que dice, en términos generales, que cuando una neurona excita a otra neurona, la conexion
entre las dos se vuelve mas fuerte. Esta ley se ha parafraseado como “las neuronas que disparan
simultineamente se conectan”. La ley de Hebb se ha integrado a la literatura sobre redes neuronales y
permite ver que el funcionamiento de la red cambia con la experiencia. En una red neuronal, la conexién
entre dos neuronas se vuelve mas fuerte o, en otras palabras, aumenta la probabilidad de que la activacién
de una neurona active a la segunda conforme a una regla que se conoce como regla de aprendizaje. Esta
regla de aprendizaje es una caracteristica esencial en las redes neuronales postetiores a la de McCulloch y
Pitts (1943) (e.g., Rosenblatt, 1958).

Durante las décadas de 1950 y 1960 ocurrieron avances importantes en los modelos de redes
neuronales; por ejemplo, el perceptron de Rosenblatt (1958) que permitia discriminar entre dos patrones y
ajustar los pesos de las conexiones a partir del funcionamiento de la red. Otro ejemplo es ADALINE de
Widrow y Hoff (1960) que se aplicé a la reduccién del eco en las lineas telefénicas. Sin embargo, para
algunos autores las redes neuronales estuvieron cerca de desaparecer después de que Minsky y Papert
(1969) hicieron evidente que el perceptron, igual que las redes basadas en el MMP, no podia resolver
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problemas relativamente simples como evaluar la funcién légica de OR exclusivo (XOR) (véase la siguiente
seccion para una descripcién detallada de este problema). Durante los siguientes afios se realizaron

relativamente pocos avances en el estudio de las redes neuronales.

Rumelhart, Hinton, y Williams (1986) sentaron las bases para el desarrollo de las redes neuronales
como se conocen actualmente cuando afiadieron una capa de neuronas (oculta) entre las neuronas de
entrada y las neuronas de salida, lo cual permitié solucionar el problema de la funcién légica XOR. Otro
aspecto importante fue que definieron claramente el concepto de retro propagacién que fue incorporado
en las redes neuronales y que permiten usar reglas de aprendizaje a partir de las derivadas de las funciones
de activacion.

Redes neuronales artificiales

Hay algunos conceptos importantes para entender el funcionamiento de una red neuronal. Uno es
el concepto de unidad neuronal de procesamiento que también se conoce como nodo o simplemente
como unidad y simula el funcionamiento de una neurona (aunque incluso una unidad puede estar
compuesta de un conjunto de neuronas). Cada unidad recibe un valor de entrada y genera un valor de
salida. En la Figura 1 se muestran dos redes. En la parte superior de la figura, una unidad de salida esta
conectada a dos unidades de entrada. Cada columna en la figura se describe como una capa. En este
ejemplo solamente existe una capa de entrada y una capa de salida. En la parte inferior de la figura se
muestra una red con una capa intermedia u oculta. Estas capas, como se mostrard, son importantes en la
solucién de tareas complejas. Las unidades de la capa de entrada no se consideran formalmente como
unidades neuronales de procesamiento debido a que su valor de salida es generado por el programa y no
requieren un valor de entrada.

Figura 1. Redes neuronales artificiales con dos capas (parte superior) y tres capas (parte inferior).

Capa de entrada Capa de salida

Capa de entrada Capa oculta Capa de salida
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El valor de salida de cada unidad se conoce como valor de activaciéon y simula el disparo de la
neurona. En el modelo de McCulloch y Pitts (1943) la activaciéon podia tener un valor de 0 6 1. En la
mayoria de las redes posteriores, la activacién puede tener diferentes valores pero generalmente los valores
se normalizan. Una caracteristica importante en las redes de pre alimentacion (feed forward) como las que se
muestran en los ejemplos es que la estimulacién se mueve en una sola direccién; esto es, hacia la capa
siguiente. Una unidad no puede conectarse con otras unidades de la misma capa ni con unidades de la

capa anterior.

Otro concepto importante en las redes neuronales es el peso de las conexiones. El peso simula la
sinapsis y determina junto con la activaciéon de la neurona en la capa anterior el valor de activacion de la
neurona receptora. Un supuesto importante de las redes neuronales es que el valor de la activacion de la

unidad inicial y el peso se multiplican para generar el valor de activacion de la neurona de salida.

En la Figura 2, se muestra un ejemplo simple de una red neuronal con dos neuronas de entrada y
una de salida. El valor de la activacion de las unidades de entrada puede ser una combinacién de 1y 0 (ala
manera del modelo de MacCulloch y Pitts, 1943). En este ejemplo el valor de ambas unidades de entrada
se establecerd en 1 (It = 1, I = 1). El peso de las conexiones se determina inicialmente de manera
arbitraria y posteriormente cambia a partir de una funcién de aprendizaje que se describird mas adelante.
Para mantener este ejemplo, tan simple como es posible, los pesos de las conexiones entre las neuronas de

entrada y la neurona de salida se estableceran también en 1 (wy = 1, w2 = 1).

Figura 2. Red neuronal con dos valores de activacion y dos pesos en las conexiones.

ar=1 wi=1

32:1 W2=1

Por lo tanto, en el ejemplo, el valor de activacién de la neurona de salida esta determinado por:

2
a-**w= E a;w;
i=1

En este ejemplo aw = alwl + a2w2 = 2. Una vez que se calcula la sumatoria del producto del
valor de activacion de entrada y el peso, es necesario usar la funciéon de activacion para generar el valor de

activacion de salida. Existen diferentes funciones de activacion. Por ejemplo, en el modelo de McCulloch

Ref: Conductual, 2014, 2,1, 23-43 ISSN: 2340-0242 29



Conductual, International Journal of Interbehaviorism and Behavior Analysis Escobar, R.

©00CE)
creative

commons
CRCC)

y Pitts (1943) y en el perceptron de Rosenblatt (1958) la funcién de activacién fue de umbral o de

transferencia de escalén y se representa de la siguiente manera:

(1 sifa-w = @)
f(a)_{O si(a-w < @)

Donde @ es el valor del umbral. Si en el ejemplo anterior el umbral se establece en 1, entonces el
valor de activacién de entrada de 2 resultarfa en un valor de activacién de salida de 1. Cabe sefialar que el
valor de umbral y los valores de activacién son arbitrarios y pueden cambiar en los diferentes ejemplos.
Los valores que se utilizan estin determinados por el funcionamiento deseado de la red. En el panel
izquierdo de la Figura 3 se muestra la representacion grafica de la funcién de activacion de escalon.

Figura 3. Representacion grafica de las funciones de activacion de escalon (izquierda) y sigmoidal (derecha). En
ambos paneles a representa el valor de la activacién de salida y aw representa el producto de la activacion de entrada y
el peso de la conexion.

En la mayoria de la redes neuronales multicapa, se utiliza la funcién sigmoidal o logistica que
permite que el valor de activacion adquiera diferentes valores entre 0 y 1. Esta funcién de activacion se
representa de la siguiente manera:

1
AT Tyeaw

Una ventaja de la funcién sigmoidal es que su derivada puede usarse para ajustar los pesos en la
regla de aprendizaje de retro propagacion (backpropagation). Las reglas de aprendizaje se describen en la
siguiente seccién. En el panel derecho de la Figura 3 se muestra la representacion grafica de la funcién de
activacion sigmoidal. Aunque existen otras funciones de activacion (e.g., lineal) estas no se describiran en

el presente trabajo.

St se usa la funcién de activacion sigmoidal con la red del ejemplo anterior en la que se calcul6
que el valor de activacion de la entrada fue 2, el valor de activacion de salida serfa de 0.88. Esto es
1 1
a — — —
1+eaw 1427172

T+o13 088

Puede establecerse un umbral @ para transformar este valor en una salida binaria en caso de que

sea necesario. Por ejemplo, si @ se establece 0.5, un valor de activacién de 0.88 cambia el estado de 0 a 1.
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La red descrita en el ejemplo con un valor de umbral de 0.5 puede usarse para evaluar la funcién
légica OR. La seccion izquierda de la Tabla 1 muestra la tabla de verdad de la funcién légica OR. Para
evaluar la funcién légica OR quisiéramos que la entrada de las dos unidades (I;, Iz) produjera en una
unidad de salida el valor descrito en la columna salida en la tabla. En el calculo anterior la red recibié
entradas con valor de 1 en I; y 1 en [.. El resultado de la red fue 0.88, que al ser mayor que el umbral de
0.5, se transformé en 1. Ahora si la red recibe 1 en Iy y O en Iz 0 si recibe O en I y 1 en Iy, el valor de
activaciéon con la funcién sigmoidal resulta en un valor de activacién de 0.73, que al ser mayor que el
umbral se transforma en 1. En comparacién, si la red recibe 0 en Iy y 0 en I, el valor de activacién con la
funcién sigmoidal resulta en un valor de activacion de 0.5, que al ser igual que el umbral se transforma en
0. De esta forma pueden tomarse decisiones usando los valores de salida de la red conforme a la funcién

légica OR. Es decir, que si se recibe un input de cualquiera de las dos unidades se emite una respuesta.

Una forma de cambiar la funcién logica a verificar de OR a AND es cambiando el valor del
umbral, por ejemplo, a 0.75. La seccién central de la Tabla 1 muestra la tabla de verdad de la funcion
légica AND. Al cambiar el valor del umbral unicamente cuando se recibe un valor de activacién en las dos

unidades de entrada se produce un cambio de estado de 0 a 1 en la unidad de salida.

Tabla 1: Tablas de verdad de las funciones Iogicas OR, AND y XOR.

OR AND XOR
Il Iz Salida Il Iz Salida Il Iz Salida
0 0 0 0 0 0 0 0 0
0 1 1 0 1 0 0 1 1
1 0 1 1 0 0 1 0 1
1 1 1 1 1 1 1 1 0

Nota. La seccién izquierda muestra la tabla de verdad de la funcién l6gica OR, la seccién central de la funcién l6gica
AND vy la seccién derecha de la funcién 16gica XOR. Iise refiere al valor una de las entradas e Izse refiere al valor de
la segunda entrada.

Como se describi6 en la seccién antetior, una critica que se hizo a las redes neuronales con dos
capas y con unidades binarias como el perceptron de Rosenblatt (1958) es que no podian realizar tareas
simples como verificar la funcién légica XOR (Minsky & Papert, 1969). La tabla de verdad de la funcién
logica XOR se muestra en la seccién derecha de la Tabla 1. Como puede verificar el lector, los cambios en
el valor del umbral no son suficientes para verificar esta funcion logica que solamente cambia de estado de
0 a 1 cuando se activa una de las unidades de entrada pero no las dos. Es otras palabras, la red no debe
responder cuando ambas unidades de entradas estan en 0 6 cuando ambas unidades de entrada estian en 1.

Una forma de solucionar el problema consistié en afladir una capa intermedia u oculta entre las
unidades de entrada y las unidades de salida como se muestra en la Figura 4. En las redes mas completas
se afiaden también unidades de sesgo en las capas intermedia y de salida, que permiten mantener una
constante en la interaccion de las unidades de entrada y de salida.

Con fines didacticos en la Figura 4 los pesos se numeraron del 1 al 9. El valor de activacién de las
unidades de entrada I; e Ip, en este primer ejemplo, es 0 y 1, respectivamente. El valor de activacién del
sesgo siempre es 1. Los pesos tendran los valores iniciales descritos en la Tabla 2 con el propésito de
probar la funcién légica XOR. El valor inicial de los pesos cambia una vez que se integran las reglas de
aprendizaje. Por el momento, estos pesos se mantendran constantes en este paso.
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Figura 4. Red neuronal con una capa de entrada con dos unidades 11 e I, una capa oculta con dos unidades Hy y Ha
y una capa de salida con una unidad O;. Las unidades de sesgo se muestran como Bi y Ba. Los pesos entre las
conexiones (w) estain marcados con flechas y estin numerados del 1 al 9. Los valores de activacion inicial se
muestran en la parte izquierda del diagrama.

al1

al,

Tabla 2: Valores de los pesos.

w valor conexion
1 10 Hi- Oy
2 10 H> - O4
3 -5 B,- Oy

4 5 I -Hy

5 -6 I,-H,

6 -3 By - Hy

7 -6 I -H;

8 6 I,-He

9 -3 Bi - Hz

Nota. Los pesos corresponden a las conexiones descritas en la Figura 4 y estan ajustados para probar la funcién
légica XOR (los valores fueron tomados de Heaton [2011]).

El primer paso es calcular el valor de activacién de la unidad Hi.
Hy =a( (I wy) + (I ws) + wey = a((0) + (—6) +(—3)) = a(—9) = 0.00012
Dado que:

1
(9= ey

El paso se repite para calcular el valor de activacion de la unidad Ho,
Hy =a((y-wy) + (I3-wg) + wgy =a((0) +(6) +(-3)) = a(3) = 0.95

Para calcular el valor de activacién del output se toman ahora los valores de activacién de Hy, Ha y
Bo.
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0, =a((Hy-wy)+ (Hy-wy) + W3y = a((0.00012 -10) + (095 -10) + (=5)) = a (4.5)

= 0.98

El valor de activacién de la unidad de salida es cercano a 1 y se considera como un cambio de
estado de 0 a 1. Es posible repetir los pasos para calcular el valor de activacién de la unidad de salida
cuando el valor de activacién de las unidades de entrada varfa. En estos casos tunicamente se debe
reemplazar el valor de activacion de I; y de .. Los pesos y el valor de activacion del sesgo (1) se mantienen
constantes como se mencioné anteriormente. Con las diferentes combinaciones se producen los
resultados que se muestran en la Tabla 3. Noétese cémo esta tabla muestra que la salida de la red cumple
con los criterios de verificacion de la funcién légica XOR que no podia verificarse con las redes binarias
de dos capas.

Regla de aprendizaje

Las redes neuronales comunmente se clasifican en términos de sus algoritmos de entrenamiento y
éstas pueden ser supervisadas o no supervisadas. Las redes supervisadas son las redes mas comunes para
resolver problemas. El entrenamiento consiste en generar diferentes pesos asociados con diferentes
valores de activacion de las unidades de salida y comparatlos con una ejecucion ideal (estimacién del
error). Conforme a una regla de aprendizaje los pesos se ajustan y se determina nuevamente el error que
trata de disminuirse.

Las redes neuronales no supervisadas consisten en presentar diferentes patrones de entrenamiento
y observar como la red cambia a partir de la experiencia pero la ejecucién no se compara con una
ejecucion ideal. Las aplicaciones de las redes neuronales al modelamiento de procesos de aprendizaje
ejemplifican este tipo de redes a pesar de que estas redes se usan infrecuentemente en otros campos. En
esta seccion se mostrara la diferencia entre estos dos tipos de redes.

Una forma comun de tratar de disminuir el error en las redes neuronales es usar la técnica
conocida como descenso de gradiente que usa la regla de retro propagacion. Aunque existen otras técnicas
(e.g., gradiente conjugado, Levenberg-Marquardt, algoritmos genéticos) éstas no se explicaran en el
presente trabajo.

Para calcular el error deben compararse los valores de activacién ideales (i) con los valores
obtenidos (0) que genera la red. Por ejemplo, usando la tabla de verdad de la funcién légica XOR se
tienen cuatro resultados ideales (i1 — is) que resultan de combinar los valores de activacién de las dos
unidades de entrada. A partir de las diferencias entre este resultado ideal y el valor de activacién obtenido
en la neurona de salida (o1 — 04) se calcula el error (E). Pueden usarse diferentes procedimientos, pero el
procedimiento mas comun es el calculo del error cuadrado medio (MSE) que esta dado por la férmula:

(01 —i1)% + (03 — ip)%... +(0p — in)?
n

E =

El siguiente paso es calcular el gradiente que se refiere al error individual para cada uno de los
pesos en la red neuronal. Este gradiente se calcula con la derivada de la funcién sigmoidal descrita en la
seccion anterior. En la Figura 5 se muestra una red neuronal con la misma estructura que se usé en el

ejemplo anterior pero con diferentes pesos y valores de activacion.

En la Figura 5, out significa el valor de activacion, su significa la sumatoria del producto de los
pesos y el valor de activacion. Los pesos (w) al inicio del entrenamiento de la red se establecen
arbitrariamente y pueden tener cualquier valor. El gradiente se calcula para cada unidad de manera
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individual. En el ejemplo, dada una combinacién de inputs de 1 y 0, quisiéramos tener en la neurona de

salida un valor de 1 pero el valor es de 0.75. Es decir, es necesario ajustar el valor de los pesos y para esto

se utiliza la regla delta.

Figura 5. Red neuronal descrita en la Figura 4 con pesos establecidos arbitrariamente (los valotres fueron tomados de
Heaton [2011])

Out=0.75

El primer paso consiste en calcular el gradiente en la neurona de salida. Primero se calcula el error
por medio de la diferencia entre la salida obtenida y la salida ideal, E = (01-i1) = -0.25, el valor de delta de

la capa se calcula con:
6;=—Ef'(a - w)

Donde a + w = sumatoria del producto de los valores de activacién y el peso en cada una de las
conexiones con la unidad. E es igual al error en la salida. La primer derivada de la funcién sigmoidal de

a + w resulta en delta. La primera derivada de la funcién sigmoidal es igual a:

f1x) = x(1-x)

Donde x es el valor de activacion con la funcién sigmoidal. Siguiendo con el ejemplo, el valor
delta de la capa estaria dado por:

8§; = —(—.25)(0.75(1 — 0.75)) = 0.046

Si el error alcanza un valor de 0, el valor de delta también serfa de 0. En la siguiente capa (oculta)
el valor delta se calcula con:

S = f/(@ - W) ) wia -6,

Donde wii; se refiere a la sumatoria de los pesos que van de la unidad en la capa oculta a la capa
de salida. &;se refiere al valor delta de la capa anterior. Con este ejemplo puede notarse como se realiza la
retro propagacion. En el ejemplo sélo hay un peso (wi).

8 = (0.23)(—=0.22)(0.046) = —0.0023

De la misma forma se calcula el valor delta de la siguiente unidad en la capa oculta.
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6,2 = (0.19)(0.58)(0.046) = 0.0053

Con los valores de delta puede calcularse facilmente el gradiente entre pares de unidades con la
derivada parcial del error (e.g., entre Hi y On).

0E
aWik

= §; O

Donde &; es el valor delta calculado para la capa de salida, Ok se refiere al valor de output en Hj
en el diagrama. En este caso el gradiente entre Hy y O1= (0.046) (0.37) = 0.017. El gradiente entre Hs y
O1 = (0.046) (0.74) = 0.034. El gradiente entre I1 y Hy = -0023 y entre I y Ho = 0. El nimero de
gradientes es igual al nimero de pesos en la red.

La regla de aprendizaje de retro propagacion es:
A € 0F + A
= [ o< _
Wt ( ow, We-1)

Donde Aw, se refiere al cambio en el peso t y se utiliza para representar las repeticiones o
iteraciones (t es la iteracién actual, t-1 es la iteracidn anterior). € es una constante que se conoce como tasa
de aprendizaje que cumple con 0 < € < 1 y determina la magnitud del cambio en los pesos. & es otra

constante que se conoce como zomentum y produce un valor minimo de cambio constante.
St € =0.7y = 0.3, de acuerdo con el gradiente Hi-O1.
Aw, = 0.7(0.017 +(0.3-0)) = 0.0119
Este valor se suma al peso anterior para producir un nuevo peso
Wey1 = —0.227 + 0.0119 = 0.215

Realizar los célculos para cambiar cada uno de los pesos es una tarea repetitiva para la cual se
utilizan programas de computadora. Estos programas realizan las tareas descritas en este trabajo en un
nimero determinado de iteraciones. Una vez que el error es = 0, los pesos dejan de ajustarse.

Modelos de redes y aprendizaje

Una vez que se entiende el funcionamiento de las redes neuronales, puede entenderse con relativa
facilidad como algunos modelos de redes han tratado de simular procesos de aprendizaje. En los modelos
de redes de aprendizaje se han utilizado generalmente redes con entrenamiento no supervisado. En este
caso los pesos de la red se ajustan a partir de una regla de aprendizaje pero no se comparan con una
ejecucion ideal. Una regla de aprendizaje usada cominmente se conoce como regla de Hebb y consiste en:

Wip1 = We + € (04 " Okt)

Donde w1 se refiere al peso de la conexién en la siguiente iteracién, w, se refiere al peso en la
iteracion actual y O se refiere al valor de activacion. Como puede observarse en la regla de Hebb, el peso
cambia unicamente cuando el valor de activaciéon de dos unidades (i y k) es mayor que 0. Congruente con
la ley de Hebb, cuando dos neuronas disparan juntas se fortalece su conexién (cf. Hebb, 1949).
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Caudill y Butler (1992) aplicaron la regla de Hebb en un modelo simple de aprendizaje

respondiente. Por ejemplo, en una red con dos unidades de entrada y una de salida. El peso de una de las

unidades de entrada (I;) puede ser suficiente para que, al combinarse con un valor de activacién positivo

resulte en que el valor de activacion de la neurona de salida (O) sobrepase el umbral. En cambio el peso de

la otra unidad de entrada (I2) puede especificarse de tal forma que al combinarse con la activaciéon positiva

de esta unidad, el resultado sea insuficiente para que el valor de activacion de la neurona de salida alcance

el umbral. Ahora, en un momento dado, debido a que la unidad de entrada I produce un valor de

activacion alto en O. Este valor de activacién de O puede cambiar el peso de su conexién con 11 siempre

y cuando el valor de activacion de I; sea positivo. En términos psicoldgicos, la unidad de entrada I; es

andloga a un estimulo condicional (EC), la unidad I» es aniloga a un estimulo incondicional (EI), y la

unidad O es analoga a la respuesta que originalmente sélo ocurre cuando se presenta (se activa) el EI y

posteriormente puede ocurrir sélo cuando se presenta el EC.

Una modificacién al modelo descrito de Caudill y Buter (1992) permite no sélo simular que la
asociaciéon entre el EC y el EI produce condicionamiento sino también algunos fendmenos del
condicionamiento respondiente como el bloqueo y ensombrecimiento que no pueden modelarse con la
regla de Hebb. Sutton y Barto (1981) describieron una regla de aprendizaje basada en el modelo de
Rescorla y Wagner (1972). De acuerdo con esta regla:

Awy =€ (y; — Z WX¢_1 )X¢—1

Donde y es igual al maximo valor de activacién de la unidad que simula el EL. Y’ wx¢1 es igual a la
suma de todos los pesos de las conexiones para todas las unidades de entrada x y pesos w en la iteracién
previa (t-1). xc1 permite que se cumpla la regla de Hebb. De acuerdo con el modelo de Sutton y Barto, los
pesos de la unidades que simulan el EC incrementan si la diferencia entre el valor de activacion maximo de
la unidad que simula al EI es mayor que 0. Siguiendo con la légica del modelo de Rescorla y Wagner, el
peso, que tiene un limite superior, se distribuye entre las unidades de entrada que simulan los ECs.

Hutchison (1984), y Hutchison y Stephens (1992) usaron una variacién del modelo de Sutton y
Barto (1981) que permite simular algunos elementos del condicionamiento operante. En este modelo la
regla de aprendizaje es:

Wepr = W+ € (G — wy)

En este modelo w representa el peso de la conexiéon entre un estimulo y una respuesta. C,
representa el valor de la consecuencia de una respuesta. Este modelo es reminiscente de la ley del efecto
tal y como la enunciara Thorndike debido a que simula que si el valor de la consecuencia es mayor que el
valor de la respuesta (una forma de establecer el valor reforzante) se fortalece la conexién entre un
estimulo y la respuesta que le sigue.

La estructura de las redes neuronales que contienen tres capas, l6gicamente permite simular tanto
el control de estimulos antecedentes a la conducta como el efecto de las consecuencias sobre la misma
conducta. Esta caracterfstica la explotaron Donahoe, Burgos, y Palmer (1993) en uno de los modelos mas
representativos de la interaccion entre los modelos conexionistas y el analisis de la conducta (véase
también, Donahoe & Palmer, 1994; Burgos, 2000, 2001). La parte central del modelo de Donahoe et al. es
que la estructura de la red estd inspirada en el conocimiento actual sobre el papel del area ventral
tegmental (vta) que se ha mostrado que esta relacionada con el efecto del reforzamiento (Hoebel, 1988) y
las células del hipocampo (cal) que estan relacionadas con la asociacién entre la presentacion de estimulos
y las respuestas subsecuentes. La estructura del modelo se muestra en la Figura 6.
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Figura 6. Red neuronal desctita por Donahoe et al. (2003). En este diagrama R representa una respuesta. RC / RI
representa una respuesta condicional e incondicional, vta representa el area ventral tegmental y cal representa a las
células del hipocampo

Entrada Capas ocultas Salida

— ‘ Conducta

Ambiente

S*

v

En el modelo, S* representa un reforzador. Una funcién del reforzador es como un EI que
controla las respuestas que le siguen (RC/RI) de manera directa. Cualquier estimulo de entrada que se
active junto con el S* aumentara el peso de la conexién entre dicho estimulo y las respuestas subsecuentes.
El efecto reforzante del S* estda mediado por el vta que aumenta el peso de conexiones entre la segunda
capa oculta y las respuestas subsecuentes. El valor que se asigna a las cal funciona como el sesgo
convencional que se mencioné en la seccién anterior y cambia el peso de las conexiones de la primera
capa oculta con la segunda capa oculta. Una caractetistica importante del modelo es que unicamente
distingue entre condicionamiento respondiente y operante en términos de si el efecto del reforzador se
observa antes o después de la presentacion de éste. Este modelo es uno de los que permite mostrar mas
claramente que la red neuronal puede servir para modelar procesos de condicionamiento operante y

permite simular el funcionamiento del sistema nervioso central.

Conclusiones

A pesar de que algunos autores dentro de la tradicion del analisis de la conducta han criticado las
simulaciones computacionales de la conducta (e.g., Epstein, 1984), estas ctiticas se han dirigido a los
modelos simbélicos y en especial a su aplicacion a la simulacion de procesos cognoscitivos. Por ejemplo
Epstein (1999) noté que simular procesos cognoscitivos es incorrecto en varios aspectos. Por un lado, la
topogratia de la “conducta” en un modelo esta determinada por la salida del modelo y aunque ésta podtia
ser similar a la topografia de la conducta humana, la funcién de la conducta es claramente diferente.
Mientras que la “conducta” de un modelo estd basada exclusivamente en reglas que se ajustan a las
instrucciones del operador, la conducta humana estd controlada tanto por reglas como por contingencias
de reforzamiento y de castigo. Algunas otras ctiticas fueron que los modelos simbdlicos de procesos
cognoscitivos tienen poco en comun con el funcionamiento del cerebro en los procesos cognoscitivos
humanos, que se puede generar un gran nimero de modelos que produzcan el mismo resultado y que los
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modelos de diferentes procesos cognoscitivos (e.g., atenciéon, memoria, imaginerfa, lenguaje y precepcion)
tienen poco en comun unos con otros. En contraste, Epstein (1999) aplicé las simulaciones por
computadora de patrones conductuales para clarificar la descripcion de su teorfa generativa o de
creatividad que describe la ocurrencia de nuevos patrones conductuales a partit de los patrones
observados.

Aun existen relativamente pocos modelos de redes neuronales que integren principios
importantes para el analisis de la conducta como el reforzamiento y el castigo (cf. Donahoe et al. 1993).
Sin embargo, es notable que algunos de los modelos existentes provienen de tradiciones diferentes al
analisis de la conducta. Por ejemplo, Enquist y Ghirlanda (2005), siguiendo un enfoque evolutivo,
describieron como conceptos como motivacion, entendida como un estado interno o externo al
organismo, reforzamiento y castigo (descrito como reforzamiento negativo) pueden integrarse a los
modelos de redes neuronales para simular conducta animal. En un ejemplo simple desctito por los
autores, la motivacion puede considerarse como un estado que interactia con la disponibilidad de
recursos. En este caso, la “motivacion para comer” (ptivacién de comida) puede ser alta o nula (valores de
activacion en la capa de entrada del modelo de 1 y O respectivamente). Al mismo tiempo el alimento puede
estar disponible o no disponible (valor de activaciéon de 1 y 0, respectivamente). Con estos valores, y
siguiendo la logica de modelos como el perceptron, podria simularse la ocurrencia de conducta de
alimentacion sélo si los valores de activacion de ambos nodos en la capa de entrada son iguales a 1. Para
Enquist y Ghirlanda, el reforzamiento es parte integral de los modelos de redes con aprendizaje
supervisado pero, de acuerdo con los autores, unicamente cuando el valor de activacién de la capa de
salida se compara con un nivel de umbral que permita determinar si ocurrié o no una “respuesta”. El
ajuste de los pesos, en este caso, podria verse como analogo al efecto del reforzamiento. Aunque este
modelo es uno de los mas simples descritos por Enquist y Ghirlanda, es util para mostrar cémo pueden
integrarse conceptos importantes para el analisis de la conducta en los modelos de redes neuronales. En
este ejemplo en particular serfa importante determinar como podtia sustituirse el concepto de motivacion,
entendida como estado, por el concepto de operacién motivacional, de establecimiento o de abolicién, y
modular los efectos del reforzamiento y el castigo (e.g., Michael, 2004).

Las redes neuronales pueden ofrecer una aproximacién para simular algunos fenémenos
conductuales pero no son la unica opcién. En el drea conocida como aprendizaje por reforzamiento
dentro del campo del aprendizaje de maquinas, se ha usado el principio de reforzamiento para entrenar
diferentes funciones en modelos por computadora. En algunas aplicaciones aisladas del uso de aprendizaje
por reforzamiento, algunos investigadores han usado algunos principios del condicionamiento operante en
el disefio de modelos usados en robética. Por ejemplo, Touretzky y Saksida (1997) integraron el fenémeno
de la formacién de cadenas conductuales para moldear nuevas respuestas en robots llamados S&znnerbots.
Hutchison (2012) ha desarrollado algunos algoritmos que permiten el establecimiento de nuevas
conductas en robots que no fueron entrenadas directamente (véase también Maki & Abunawass, 1991).

Es notable que en el campo del aprendizaje por reforzamiento los autores se refieren al efecto de
las consecuencias como recompensas positivas y recompensas negativas (e.g., Sutton & Barto, 1988) en
lugar de los conceptos del analisis de la conducta de reforzamiento positivo y castigo positivo. Desde
luego que la distincién entre contingencias positivas y negativas no es siquiera considerada. Esto
ejemplifica el poco contacto que tiene el andlisis de la conducta con el campo del aprendizaje por
reforzamiento. Aunque es probable que los analistas de la conducta puedan hacer contribuciones
importantes al desarrollo de las redes neuronales y el aprendizaje por reforzamiento, este tipo de
interaccion entre los dos campos es limitada. Por ejemplo, uno de los problemas centrales en este campo
es la asignacion de crédito que se refiere a que es dificil determinar cual y como una respuesta se asocia

con una consecuencia que puede estar demorada. En el campo del aprendizaje por reforzamiento se han
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usado modelos de decision Markovianos para solucionar este problema (Sutton & Barto). Una solucién
aparentemente mas simple fue la propuesta por Touretzky y Saksida (1997) que consiste en integrar el
concepto del encadenamiento y que, de hecho, esta basada en hallazgos en analisis de la conducta.

A pesar de que el concepto de red neuronal tiene mas de 70 afios, su aplicaciéon en psicologia vy,
particularmente, en el analisis de la conducta sigue siendo escasa. Este afio se habran cumplido 21 afios de
la publicacién del modelo de Donahoe et al. (1993) que prometia la expansion del desatrollo de modelos
de redes neuronales en el analisis de la conducta. En el afio 2000 un nimero especial dedicado a los
avances en el tema de las redes neuronales en analisis de la conducta fue publicado en la Revista Mexicana de
Apndlisis de la Conducta. En dicho nimero los trabajos de Burgos (2000) y de Potter y Wilson (2000)
describieron algunos modelos desarrollados en el analisis de la conducta y en el campo del aprendizaje
asociativo basados en redes neuronales. A pesar de que, como Potter y Wilson notaron, los avances en las
computadoras parecian favorecer el desarrollo de nuevos modelos de redes neuronales, éstos no han
generado las contribuciones esperadas. Una explicaciéon es que aunque existen numerosos manuales sobre
el funcionamiento de las redes neuronales, éstos estan dirigidos a especialistas en programacién o en
ingenierfa y no a especialistas en comportamiento. Se espera que esta introduccion a las redes neuronales
mas comunes que usan funciones de activacion sigmoidales y reglas de aprendizaje de retro propagacion
sitva para estimular la aplicacién de las redes a diferentes problemas en analisis de la conducta y en
psicologia en general. Por ejemplo, ademds de la simulacién de procesos conductuales, otra posible
aplicacion de las redes neuronales puede ser el diseflar procedimientos para moldear conducta de un
manera similar a como Platt (1973) y Galbicka (1994) han descrito la aplicacién de programas de
percentiles. Las redes neuronales bien podrian usarse para reconocer la respuesta a reforzar y hacer mas
restrictivo el criterio en las iteraciones siguientes.

Los modelos de redes neuronales pueden clasificarse dentro de lo que Skinner (1974) desctibi6
como el analisis de lo que ocurre dentro del organismo y que puede ayudarnos a “llenar los espacios” en
las relaciones funcionales entre el ambiente y la conducta. De acuerdo con Skinner, los descubrimientos en
fisiologia no invalidan las leyes de la ciencia de la conducta sino que eventualmente nos permitiran tener
una descripcién mas completa de la conducta. Aunque aun queda por resolverse el problema de si los
modelos de redes neuronales realmente simulan la actividad del sistema nervioso o si son descripciones
puramente conceptuales, la nocién de los modelos conexionistas puede ayudar a entender fendmenos que
tradicionalmente se estudian en la psicologia cognoscitiva (Donahoe & Palmer, 1994). El ejemplo mas
directo es el caso de la “memoria” que conforme a los modelos de redes puede entenderse unicamente
como el resultado del funcionamiento completo de la red, lo cual es incongruente con la metafora del
almacenamiento y la recuperacién de la informacién que ha dominado en la psicologia cognoscitiva. Es
notable que Skinner (1974; véase también Epstein, 1984) ya habia descrito que la metafora del
almacenamiento y la recuperaciéon podria reemplazarse con la nocién de que los organismos son
cambiados por las contingencias. Epstein hizo claro este argumento en la siguiente descripcion:

Un estudiante expuesto a una fotograffa en un experimento de imagineria el lunes, se comportara
de manera diferente a fotograffas similares el martes. ;Cémo podemos explicar tal cambio sin
apelar a las metaforas de la representacioén y el almacenamiento? ... Digamos que cuando una
neurona (o grupo de neuronas...) en el cerebro de una rata (o de un estudiante) estd en un cierto
estado —llamémoslo estado activo-, la rata tiende a flexionar la pata cuando se expone a una luz
roja. Digamos también que el estado de la célula es normalmente inactivo pero lo cambiamos a
activo al parear la luz roja con la aplicacion de un choque eléctrico en la pata de la rata... con esta
operacién hemos cambiado a la rata de tal forma que en el futuro cuando se exponga a una luz
roja, flexionara la pata. Nétese que cuando la rata cambia no contiene una regla acerca de la nueva
relacion... las células activas [neuronas o grupos de neuronas| no son analogas a una instruccién
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en una computadora; en el mejor de los casos, podrian realizar una funcién similar una marca en
la memoria de la computadora (p. 52-53, traducciéon del autor).

El funcionamiento de las redes neuronales ofrece apoyo a la nociéon de Skinner (1974) y de
Epstein (1984) y provee un modelo que podtia ser util para integrar la conceptualizacion de los procesos
cognoscitivos en analisis de la conducta con hallazgos en las neurociencias. La integracién de los
principios del analisis de la conducta con disciplinas como el aprendizaje de maquinas y con las
neurociencias cognoscitivas podria no sélo ayudar a aumentar la visibilidad y las contribuciones del analisis
de la conducta sino que, como sugirié6 Skinner, podria incluso ayudarnos a hacer mas completa la
descripcién de la conducta.
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